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Аннотация. Зрение играет ключевую роль в жизни множества различных организмов, обеспечивая ориента-
цию в пространстве, поиск пищи, избегание хищников и социальное взаимодействие. У видов с относительно 
простой зрительной системой, таких как насекомые, эффективная поведенческая стратегия достигается за 
счет высокой специализации нейронов, адаптации к конкретным условиям среды, а также благодаря допол-
нительным сенсорным системам – обонянию или слуху. У животных с более сложным зрением и нервной си-
стемой, таких как млекопитающие, когнитивные возможности и способности к адаптации значительно выше, 
однако выше и энергозатраты на работу мозга. Моделирование особенностей таких систем в виртуальной 
среде позволило бы исследовать фундаментальные принципы функционирования и обучения когнитивных 
систем, включая механизмы восприятия, памяти, принятия решений и их взаимодействие. В данной работе 
объектом исследования являются виртуальные организмы, обладающие зрительной системой и функциони-
рующие в трехмерной физической среде на базе Unity ML-Agents – одного из наиболее высокопроизводи-
тельных современных симуляторов. Предложенная иерархическая архитектура управления, разделяющая 
когнитивные задачи между двумя модулями – зрительного восприятия/принятия решений и управления 
координированным движением конечностей для перемещения в физической среде – показала существенно 
большую скорость и эффективность обучения по сравнению с единой системой. Проведена серия числен-
ных экспериментов, направленных на выявление влияния параметров зрительной системы, конфигурации 
среды и архитектурных особенностей агентов на успешность их обучения с подкреплением (алгоритм PPO). 
Показано, что существует диапазон разрешений, обеспечивающий компромисс между вычислительной 
сложностью и успешностью выполнения задачи, а избыточная размерность сенсорных входных данных или 
пространства действий приводит к замедлению обучения. Должное внимание уделено также оценке вычис-
лительной сложности системы и профилированию производительности ее основных компонентов. Полу-
ченные результаты представляют потенциальный интерес в контексте исследований искусственных агентов, 
вдохновленных биологическими системами, эволюционного моделирования, включая нейроэволюционные 
подходы для создания более адаптивных и умных агентов, и изучения когнитивных процессов в них. 
Ключевые слова: виртуальный организм; компьютерное моделирование; вычислительная сложность; зри-
тельная система; нейронная сеть; симулятор; PPO; обучение с подкреплением; Unity ML-Agents
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Abstract. Vision plays a key role in the lives of various organisms, enabling spatial orientation, foraging, predator 
avoidance and social interaction. In species with relatively simple visual systems, such as insects, effective behav-
ioral strategies are achieved through high neural specialization, adaptation to specific environmental conditions, 
and the use of additional sensory systems such as olfaction or hearing. Animals with more complex vision and 
nervous systems, such as mammals, have greater cognitive abilities and flexibility, but this comes with increased 
demands on the brain’s energy costs and computational resources. Modeling the features of such systems in a 
virtual environment could allow researchers to explore the fundamental principles of sensorimotor integration and 
the limits of cognitive complexity, as well as test hypotheses about the interaction between perception, memory 
and decision-making mechanisms. In this work, we implement and investigate a model of virtual organisms with a 
visual system operating in a three-dimensional physical environment using the Unity ML-Agents software – one of 
the most high-performance simulation platforms currently available. We propose a hierarchical control architecture 
that separates locomotion and navigation tasks between two modules: (1) visual perception and decision-making, 
and (2) coordinated control of limb movement for locomotion in the physical environment. A series of numerical 
experiments was conducted to examine the influence of visual system parameters (e. g, resolution of the “first-
person” view), environmental configuration and agent architectural features on the efficiency and outcomes of 
reinforcement learning (using the PPO algorithm). The results demonstrate the existence of an optimal range of 
resolutions that provide a trade-off between computational complexity and success in accomplishing the task, 
while excessive dimensionality of sensory inputs or action space leads to slower learning. We performed system 
performance profiling and identified key bottlenecks in large-scale simulations. The discussion considers biological 
parallels, highlighting cases of high behavioral efficiency in insects with relatively low-resolution visual systems, 
and the potential of neuroevolutionary approaches for adapting agent architectures. The proposed approach and 
the results obtained are of potential interest to researchers working on biologically inspired artificial agents, evolu-
tionary modeling, and the study of cognitive processes in artificial systems.
Key words: virtual organism; computational modeling; computational complexity; vision system; neural network; 
simulator; PPO; reinforcement learning; Unity ML-Agents
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Введение
Моделирование когнитивной деятельности, поведения и 
эволюционных механизмов в виртуальных средах пред-
ставляет собой важный этап на пути к созданию систем 
искусственного интеллекта, способных к обучению, адап-
тации и взаимодействию со сложными окружающими сре-
дами (Bongard, 2013; Stanley et al., 2019). Развитие таких 
систем возможно благодаря современным платформам 
агентного обучения, в частности Unity ML-Agents (Juliani 
et al., 2018), которые позволяют создавать полноценные 
трехмерные симуляции с физикой, зрением и множеством 
обучаемых агентов. 

Несмотря на относительно малое количество нейронов 
ввиду небольших размеров тела по сравнению, скажем, 
с млекопитающими, нервные системы многих беспозво-
ночных, включая насекомых, демонстрируют сложное, 
разнообразное и адаптивное поведение. Например, у му-
равьев количество нейронов составляет примерно 250 000, 
что на несколько порядков меньше по сравнению даже с 
млекопитающими (у мыши – около 7.1∙107), однако эти 
насекомые способны решать сложные задачи навигации, 
социальных взаимодействий, координации совместных 
действий и запоминания маршрутов (Chittka, Niven, 2009). 
Более того, отдельные виды муравьев способны прохо-
дить зеркальный тест – поведенческий индикатор само-
сознания (Cammaerts M.-C.T., Cammaerts R., 2015). Это 
делает их уникальными среди насекомых и подчеркивает 
потенциал минимальных, но эффективно организованных 
нервных систем, которые представляют огромный инте-
рес для современной науки. 

Системы зрения у насекомых также служат источником 
вдохновения при проектировании искусственных агентов. 
В частности, фасеточные глаза обеспечивают широко-
угольное поле обзора и высокую частотность обновле-
ния, что позволяет эффективно реагировать на быстро 
меняющиеся стимулы (Land, Nilsson, 2012). При этом 
угловое разрешение значительно уступает человеческому, 
но это компенсируется высокой чувствительностью к 
движениям и обучаемостью на уровне всей поведенче-
ской цепочки.

Такие особенности позволяют формулировать прин-
ципиально важные исследовательские вопросы: каковы 
минимальные требования к зрительной системе агента, 
позволяющие ему успешно адаптироваться к среде? Какая 
архитектура управления обеспечивает когнитивную мо-
дульность при ограниченных вычислительных ресурсах? 
Иными словами, как сконструировать искусственный 
организм – агента, обладающего простыми, но функцио-
нальными элементами восприятия и принятия решений? 
Поискам ответов на эти вопросы и посвящено настоящее 
исследование, в котором виртуальные организмы, обла-
дающие зрением и действующие в 3D-среде, изучаются 
с позиций предельной когнитивной эффективности, мас- 
штабируемости и обучаемости в задачах поиска и на-
вигации.

Интерес к структурам, обеспечивающим движение при 
минимальной сложности конструкции, проявляется и 
в инженерных системах. Например, в недавней работе 
(Song et al., 2022) рассмотрено управление гибридными 
мягкими конечностями, что отражает общее стремление 
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к построению структурно простых, но функционально 
эффективных решений для управления движением. Мо
дель тела виртуального организма, использованная в на- 
стоящем исследовании, по числу степеней свободы и 
составу сегментов близка к тем, что применяются в по-
добных конструкциях. Это позволяет рассматривать ее 
как сопоставимую по уровню сложности с физическими 
аналогами.

В ранее опубликованной нами работе (Devyaterikov, 
Palyanov, 2022) представлен симулятор эволюции вирту-
альных организмов в 3D-среде, в которой каждому агенту 
были даны зрительная система и нейронная сеть для об-
работки потока сенсорной информации. Система основа
на на комбинации нейроэволюции и взаимодействия аген- 
тов с физической средой, в которой они могли выполнять 
простейшие когнитивные задачи, требующие использо-
вания зрения (поиск «пищи», необходимой для «выжива-
ния»), и позволяла оценивать приспособленность агентов 
в популяции. В новой работе представлены оценки вы-
числительной сложности расчетов, связанных с физикой 
(тел агентов, окружающего мира и их взаимодействия), 
3D-рендерингом от «первого лица» для каждого из аген-
тов и функционированием их нейронных сетей, а также 
введена новая иерархическая модель агента и приведены 
результаты количественного анализа времени, скорости 
и эффективности обучения в зависимости от разрешения 
зрительной системы. В работе (Aksoy, Camlitepe, 2018) 
приведены данные по числу омматидиев (светочувстви-
тельных сенсоров) для различных видов муравьев (от 100 
до 3000). Грубо аппроксимируя такое зрение квадратной 
матрицей пикселей, мы можем говорить о разрешении 
зрения от 10 × 10 до 55 × 55.

Текущая работа сочетает методы обучения с подкреп
лением (PPO (Schulman et al., 2017)), сверточные нейрон
ные сети (O’shea, Nash, 2015), подходы к иерархическому 
обучению агентов (Vezhnevets et al., 2017), а также практи-
ческий анализ ресурсосберегающих схем моделирования 
(Peng et al., 2018). Мы показываем, что подход с иерар-
хическими агентами, например пара Walker/Searcher, по
зволяет достичь более стабильного и интерпретируемого 
поведения, снижая время обучения при сходной сложно
сти задачи.

Особое внимание уделено исследованию влияния раз-
решения зрительной системы на обучаемость агентов, с 
оценкой минимального размера входного изображения, 
при котором сохраняется способность к решению задачи 
визуального поиска и навигации. Подобные исследования 
актуальны как для биологически вдохновенного модели-
рования, так и для разработки компактных и эффективных 
архитектур ИИ-агентов, способных функционировать в 
условиях ограниченных вычислительных ресурсов (Has
sabis, Humaran, 2017; Zador, 2019).

Кроме того, в данной работе рассматривается влияние 
стратегии разбиения задач на подзадачи (навигация и 
локомоция) на эффективность обучения. Это позволяет 
лучше понять принципы, лежащие в основе когнитивной 
модульности и распределенного управления в сложных 
агентных системах (Botvinick et al., 2020; Tschantz et al., 
2020). Введенный агент Searcher, опирающийся исключи-
тельно на визуальное восприятие, взаимодействует с аген-

том Walker, отвечающим за физическое движение. Такая 
схема обеспечивает более высокую адаптивность модели 
и улучшает интерпретируемость поведения агентов.

Таким образом, целью настоящей работы стало систем-
ное исследование границ когнитивной сложности агентов 
с визуальной системой, разработка оптимальных архитек-
тур управления и параметров восприятия, а также оценка 
производительности и масштабируемости предложенной 
системы при реализации на платформе Unity ML-Agents.

Материалы и методы
Постановка задачи. Рассматриваемая задача формули
руется в терминах марковского процесса принятия ре
шений, где агент взаимодействует с трехмерной физиче-
ской средой и обучается максимизировать накопленное 
вознаграждение. Ниже приведено описание задачи, вы-
полняемой агентом:
Среда E: квадратная арена, ограниченная стенами. На аре- 

не случайным образом появляются цели радиусом r, 
которые необходимо собрать. После того как цель до-
стигнута, генерируется новая.

Состояние агента st: включает RGB-изображение от 
камеры от «первого лица» размером h × w × 3, а также 
вектор управляющих параметров – углы сочленений 
конечностей и соответствующие крутящие моменты.

Действие агента at: одно скалярное значение, отвечаю
щее за нормализованный угол поворота в интервале 
[−1, 1]. Этот параметр определяет направление движе-
ния тела агента. Реальный угол поворота определяется 
как θ = at * θmax, где θmax – максимально допустимый 
угол поворота, который задается в параметрах экспери-
мента. В разных сериях экспериментов использовались 
различные значения этого параметра, что позволило 
нам исследовать его влияние на эффективность стра-
тегии; результаты описаны в разделе «Результаты при 
изменении угла поворота». Ограничение управления 
одной переменной связано с тем, что задачи низкоуров
невой локомоции (координация конечностей  и под-
держание равновесия) вынесены в отдельный модуль 
Walker, что позволяет сосредоточиться на когнитивной 
составляющей задачи, т. е. восприятии и принятии 
решений.

Функция награды R(st, at): агент получает положитель-
ное вознаграждение за успешное достижение цели.

Цель: максимизировать суммарное вознаграждение за 
эпизод длиной T, то есть выработать стратегию, по-
зволяющую эффективно ориентироваться в среде и 
собирать цели на основе зрительной информации.
Одна из задач нашего исследования – поиск наимень-

шего разрешения входного изображения, при котором 
агент еще способен успешно обучиться за разумное время. 
Формальная постановка выглядит так:
Успешность обучения определяется как достижение 

среднего вознаграждения не менее чем Rgoal = 5 за 
эпизод (где вознаграждение выдается за сбор агентом 
целей). Значение Rgoal выбрано экспериментально. 
Из графиков результатов обучения (см. раздел «За-
висимость обучаемости от разрешения изображения») 
видно, что не обученный агент в результате случайного 
блуждания в среднем достигает Rgoal не более 2. 
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Время обучения агента до достижения порогового зна-
чения: T(N ) ∈ ℝ+. 

Среднее вознаграждение R(Res, T ), достигнутое агентом 
после обучения с входом Res = h × w × 3 за время T.

Допустимое множество разрешений Res ∈ ℕ, от 
20 × 20 × 3 до 100 × 100 × 3 с шагом 20, а также допол-
нительный случай 84 × 84 × 3 как разрешение по умол-
чанию для Unity ML-Agents.

Требуется найти minr ∈ ResT(N ), где R(Res, T ) ≥ Rgoal.
Архитектура симулятора. Предлагаемая система ис-

пользует иерархическую архитектуру управления аген-
том, разделяя функции восприятия и движения между 
двумя уровнями. Агент нижнего уровня Walker отвечает 
за физическое перемещение тела в среде, используя ло-
кальные сенсоры и предварительно обученную модель 
локомоции. Агент верхнего уровня Searcher получает на 
вход визуальную информацию с камеры и принимает ре
шение о направлении движения, передавая управляющий 
сигнал агенту Walker в виде нормализованного угла пово-
рота. Такой подход позволяет изолировать сложную за
дачу сенсомоторного преобразования, из изображения в 
действие, от задачи стабилизации движения и координа-
ции движений конечностей. Обучение Searcher при этом 
оказывается быстрее и стабильнее, поскольку он управля-
ет только одной переменной. Внутренняя коммуникация 
между агентами осуществляется внутри среды Unity по-
средством передачи параметра направления в контроллер 
Walker. В режиме обучения агент Searcher обрабатывает 
визуальные данные и генерирует угол поворота, который 
применяется в качестве управляющего параметра для вы-
бора ориентации тела на следующем шаге. Walker, в свою 
очередь, реализует заданное направление, обеспечивая 
движение в нужную сторону. 

В ходе симуляции среда динамически обновляется: 
после сбора цели (единицы «пищи», необходимой для вы
живания) агентом Searcher вместо нее генерируется новая 
в случайной позиции (для поддержания числа доступных 
единиц «пищи» на постоянном уровне), а при падении 
агента или достижении предельного числа шагов эпизод 
перезапускается. Архитектура поддерживает параллель-
ный запуск нескольких сред, каждая из которых содержит 
один Searcher и один Walker, что позволяет масштабиро-
вать обучение на уровне Unity ML-Agents.

Среда моделирования. Для проведения экспериментов 
была выбрана современная платформа Unity ML-Agents, 
демонстрирующая высокую производительность и предо-
ставляющая удобные средства для создания сложных 
трехмерных симуляций с возможностью интеграции 
обучения с подкреплением. Unity также обеспечивает 
встроенную поддержку параллельных сред, визуальных 
сенсоров и интеграцию с библиотекой PyTorch. 

Каждая среда представляет собой ограниченную ква
дратную арену (DynamicPlatform) со стенами, полом и 
случайно размещаемыми целями, которые агенту необ
ходимо собирать. Размер платформы фиксирован, а ко-
ординаты появления целей выбираются равномерно по 
доступной площади. При столкновении агента с целью 
она исчезает и немедленно заменяется новой. Стены 
непроницаемы и выступают физическим ограничением 
среды. 

Параметры симуляции задаются через компонент 
CrawlerSettings и включают «тактовую частоту» физи-
ческого мира, гравитацию, продолжительность эпизода 
(max_step – число тактов симуляции, на котором агент 
получает наблюдения и выполняет действие) и количество 
параллельных сред. В случае падения агента, определяе-
мого касанием телом пола, происходит автоматический 
перезапуск среды. В каждой параллельной среде размеща-
ется один агент Searcher, содержащий вложенный в него 
Walker, с индивидуальной камерой, расположенной на 
передней части головы и обеспечивающей нейросеть аген-
та потоком зрительной информации от «первого лица».

Количество одновременно запущенных сред (num_envs) 
зависело от типа агента: для агента Walker, не приме-
нявшего визуальные данные, использовалось 10 сред, а 
для агента Searcher – 4. Это позволяло эффективно ис
пользовать ресурсы GPU и ускорять сбор данных за счет 
параллельного взаимодействия со средой. Для каждой 
среды данные о действиях, наблюдениях и наградах со-
бирались независимо и синхронизировались с обучаю
щей стратегией в Python через gRPC-интерфейс Unity 
ML-Agents. На рис. 1 представлен вид симуляции от 
лица наблюдателя; можно видеть две среды, агентов и 
некоторое число целей.

Модель агента Walker. Агент нижнего уровня Walker – 
сложная сочлененная модель с шестью конечностями, 
реализованная в движке Unity на основе компонентов 
Rigidbody и ConfigurableJoint. Каждая конечность со-
стоит из двух сегментов – верхнего и нижнего, с числом 
степеней свободы, равным 3, и общим числом степеней 
свободы для всех ног, равным 18 (рис. 2). Это позволяет 
агенту осуществлять реалистичную локомоцию и сохра-
нять устойчивость при передвижении. 

Рис. 1. В правом нижнем углу: вид симуляции со стороны наблюдате-
ля – агента Walker. Показаны также две среды, агенты и цели.

Рис. 2. Модель агента Walker в Unity.
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Система управления реализована через модуль 
JointDriveController, преобразующий управляющие сиг-
налы в желаемые углы и силы сочленений. Управляющие 
параметры представлены в виде вектора размерности 30: 
18 значений управляют углами сочленений, 12 – крутящи-
ми моментами, прикладываемыми к ним. Конкретно для 
каждой из шести ног верхняя часть управляется по двум 
углам (вращение по осям X и Y ), а нижняя часть – по од-
ному углу (вращение по оси X ), что дает 18 управляющих 
параметров. Дополнительно для каждой из этих 12 частей 
задается сила воздействия, отвечающая за интенсивность 
движения, что дает еще 12 параметров. На каждом шаге 
агент получает наблюдения, включающие информацию 
о текущих углах, скоростях, контактах с поверхностью, 
векторе целевого направления и ориентации тела, а также 
данные трассировки до земли. Модель агента Walker в 
движении показана на рис. 3.

Архитектура нейронной сети Walker состоит из трех 
полносвязных слоев с функциями активации LeakyReLU 
и выходами actor (30 параметров действий) и critic (одно 
значение ценности состояния) (рис.  4,  а). Размерность 
входного слоя составляет 223 (векторные признаки и 
параметры сочленений), скрытые слои имеют по 512 ней-
ронов. Общий размер модели составляет 655 903  пара
метров и 1567 нейронов, что делает ее легкой для обуче-
ния в реальном времени. 

Функция награды для агента Walker формируется на 
основе отклонения текущей скорости тела от целевой и 
совпадения направления движения с заданным вектором. 
Это позволяет агенту обучаться целенаправленному пере-
движению в необходимую сторону с учетом физической 
устойчивости. После завершения обучения агент Walker 
используется в режиме предсказания в составе агента 
Searcher, обеспечивая стабильную реализацию движения.

В процессе обучения блок critic получает те же входные 
данные, что и actor – вектор признаков состояния. На этих 
данных он учится приближать ожидаемое суммарное 
вознаграждение, которое агент получит в будущем, если 
будет продолжать действовать по текущей стратегии. На 

ранних этапах обучения эта оценка неточная, но постепен-
но корректируется с помощью обратного распространения 
ошибки, основанного на фактических наградах, которые 
получает агент. Таким образом, critic не знает изначально, 
что хорошо, а что плохо, – он обучается это распознавать, 
сравнивая прогнозируемые награды с реальными, нако-
пленными в ходе симуляций. 

После завершения обучения агент Walker используется 
в режиме предсказания в составе агента Searcher, обес
печивая стабильную реализацию движения, формирую-
щуюся на основе отклонения текущей скорости тела от 
целевой и совпадения направления движения с заданным 
вектором. Это позволяет агенту обучаться целенаправлен-
ному передвижению в необходимую сторону при обеспе
чении физической устойчивости.

Модель агента Searcher. Агент верхнего уровня 
Searcher отвечает за восприятие окружающей среды и 
выбор направления движения тела. В отличие от агента 
Walker, он не взаимодействует напрямую с физическими 

Рис. 3. Модель агента Walker в движении.

Рис. 4. Архитектура нейронной сети агентов: Walker (а) и Searcher (б).

Векторные  
наблюдения

Векторные  
наблюденияИзображение

Данные 
контроля 

сочленений
Normalize

Normalize

Normalize

Concat

Concat

Swish

Swish Swish

Dense

×3

а

б

Dense

DenseConv

Conv

Reshape LeakyReluLeakyRelu

Dense

Actor head

Actor head

Critic head

Critic head

Действия

Действия

Оценка V(s)

Оценка V(s)



M.S. Zenin, A.P. Devyaterikov 
A.Yu. Palyanov

1056 Вавиловский журнал генетики и селекции / Vavilov Journal of Genetics and Breeding • 2025 • 29 • 7

Self-learning virtual organisms  
in a physics simulator

компонентами симуляции, а управляет агентом Walker, 
передавая ему нормализованный угол поворота в интер-
вале [−1, 1]. Таким образом, Searcher выступает в роли 
когнитивного модуля, реализующего стратегию поиска 
целей на основе визуальной информации. Основным ис
точником входных данных для агента Searcher служит 
изображение, полученное с камеры, закрепленной на теле, 
передней части головы, агента. Камера направлена вперед 
и расположена на высоте, соответствующей голове вирту-
ального организма. Разрешение изображения варьируется 
в экспериментах от 20 × 20 до 100 × 100 пикселей, с шагом 
20 для каждого измерения (трехканальное RGB), что по-
зволяет анализировать влияние зрительной нагрузки и 
разрешения кадра видеопотока на обучаемость модели. 

Для обработки изображений используется сверточ-
ная нейросеть, состоящая из двух сверточных слоев 
(Conv2D), слоя выравнивания (Flatten) и последующих 
полносвязных слоев. Результат обработки визуального 
входа конкатенируется с векторными наблюдениями и 
подается на два выходных слоя: actor (одно значение – 
угол поворота) и critic (оценка состояния). Функции акти
вации – LeakyReLU и Swish. Схематичное представление 
архитектуры нейронной сети агента Searcher показано на 
рис. 4, б.

Обучение агента Searcher происходит по алгоритму 
Proximal Policy Optimization (PPO) с использованием не
прерывного пространства действий. Целевая функция – 
максимизация накопленного вознаграждения за сбор це
лей на арене. При столкновении с целью агент получает 
положительную награду, при столкновении со стеной 
или отсутствии активности – штраф. При превышении 
max_step или падении тела симуляция эпизода заверша-
ется и начинается новый. 

В отличие от агента Walker, который предварительно 
обучается один раз и затем используется только для вы-
полнения уже выученного поведения (режим inference – 
применение модели без дообучения), агент Searcher обу
чается с нуля, а его нейросеть содержит обработку изо-
бражений, что увеличивает вычислительные затраты, но 
позволяет реализовать биологически правдоподобное 
поведение, основанное исключительно на визуальном 
восприятии. Это дает возможность моделировать когни-
тивные ограничения и анализировать влияние разреша-
ющей способности зрения на скорость и устойчивость  
обучения.

Алгоритмы и гиперпараметры обучения. Алгоритм 
PPO является градиентным методом оптимизации страте-
гии, относящимся к семейству Актор-Критик методов. Та-
кие методы сочетают в себе обучение стратегии (policy) и 
функции ценности (value function). Избегая резких обнов-
лений стратегии, в отличие от классических методов этого 
типа, PPO ориентирован на повышение стабильности и 
надежности обучения. Актор – компонент, отвечающий 
за выбор действия в каждом состоянии, реализует стра-
тегию агента. Критик – компонент, который оценивает, 
насколько хорошим было принятое действие, используя 
функцию ценности. Такой подход позволяет совмещать 
преимущества стохастического выбора действий, важ-
ного для исследования среды, и оценку этих действий, 
основанную на накопленном опыте.

Алгоритм PPO работает в условиях марковского про-
цесса принятия решений (S, A, P, R, γ), где S – множество 
состояний, A – множество действий, P(s′ | s, a) – вероят-
ность перехода, R(s, a) – функция награды, γ ∈ [0, 1] – 
коэффициент дисконтирования.

Параметризованная стратегия πθ(a | s) определяет ве
роятность выбора действия a в состоянии s, где θ – па-
раметры нейросети-актора. Критик Vϕ(s) – приближение 
функции ценности V π(S) = E[Rt | st = s], с параметрами ϕ, 
где Rt = rt + γrt+1 + γ2rt+2 + … – дисконтированная сумма 
будущих наград. Целевая функция в PPO вместо прямо
го градиентного обновления использует так называемую 
функцию обрезки:

LCLIP(θ) = 
  ̭
Et[(rt (θ) · 

  ̭
At , clip(rt (θ), 1 – ε, 1 + ε) · 

  ̭
At)],

где: rt(θ) = 
πθ(at |st)

πθOld (at |st)
 – отношение вероятностей нового

и старого действия, ε ∈ (0, 1) – параметр обрезки – обычно 
ε = 0.1 или 0.2, 

  ̭
At  – оценка преимущества.

Если новое действие разительно отличается от старого 
(rt выходит за границы [1 – ε, 1 + ε]), то градиент пода-
вляется. Это предотвращает резкие изменения стратегии.

Для оценки 
  ̭
At используется обобщенная оценка преи

мущества (GAE):
  ̭
At = 

T – t
∑

l = 0  (γλ)lδt + l,   δt = rt + γV(st +1) – V(st),

где λ ∈ [0, 1] – параметр сглаживания. Этот способ улуч-
шает устойчивость обучения, снижая дисперсию. 

Функция потерь в PPO включает в себя:
 •  значение потери стратегии LCLIP,
 •  значение потери критика (MSE между предсказанным 

V(st) и целевым значением),
 •  энтропийное поощрение для поддержания разнообра-

зия действий:

LCLIP + VF + S
   t  = Et [LCLIP(θ) – c1·(V(st) – V target

   t )2 + c2·H[πθ](st)],

где H [π] – энтропия стратегии, c1, c2 – коэффициенты. 
Схема алгоритма оптимизации проксимальной поли-

тики приведена ниже:

Algorithm: PPO
1: for iteration = 1, 2, … do
2:     for actor = 1, 2, …, N do
3:         run policy πθOld in environment for T timesteps
4:         compute advantage estimates 1, … , T
5:     end for
6:     optimize surrogate L w.r.t. θ, with K epochs and  

     minibatch size M ≤ NT
7:     Lt

 = Et[LCLIP(θ) – c1·(V(st) – V target
   t )2 + c2·H [πθ](st)]

8:     θOld ← θ
9: end for

где N – количество параллельных actors, собравших дан
ные на T временных шагах, K – количество эпох. Ней-
ронные сети применяются для аппроксимации искомой 
стратегии и функции ценности.

Выбор алгоритма PPO в рамках этой работы обусловлен 
несколькими причинами: алгоритм поддерживает непре-
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рывное пространство действий, что критично для задачи 
локомоции виртуальных организмов с многосуставчаты-
ми конечностями. Ограничение обновлений позволяет 
стратегии агента развиваться поступательно, не разрушая 
ранее выученное поведение. PPO может быть успешно 
использован в архитектурах, включающих сверточные 
нейронные сети (CNN), которые обрабатывают изображе-
ния с камер агентов. Среда Unity ML-agents имеет также 
встроенную реализацию PPO, что упрощает настройку и 
ускоряет цикл вычислительных экспериментов.

Нейросеть-актор получает признаки состояния: скоро-
сти, положения суставов, контакт с поверхностью и т. п.  – 
и визуальные данные, обработанные через сверточные 
слои. Цель агента – максимизировать награду, связанную 
с передвижением и устойчивостью, а также двигаться в 
выбранном направлении. PPO позволяет мягко адаптиро-
вать стратегию к сложной динамике и шумной обратной 
связи от среды.

Для агента Walker пространство действий представляет 
собой вектор из 30 непрерывных значений: 18 – для углов 
и 12 – для усилий (крутящих моментов), управляющих 
движением сочленений, тогда как агент Searcher управ-
ляет только одним параметром – направлением движения 
(нормализованный угол в диапазоне [−1, 1]). Обе модели 
обучаются в асинхронном режиме с использованием не-
скольких параллельных симуляций среды (от 4 до 10), 
что позволяет эффективно собирать обучающие данные 
и ускорять процесс оптимизации.

Основные параметры обучения (подробно описаны в 
документации к (Juliani et al., 2018)):
 •  алгоритм: PPO (proximal policy optimization);
 •  фреймворк: Unity ML-Agents + PyTorch backend;
 •  learning_rate: 3 × 10–4. Скорость обучения, коэффици-

ент, определяющий величину шага при обновлении 
параметров нейронной сети;

 •  batch_size – размер пакета данных, используемого для 
одного шага обучения: Searcher 1024, Walker 2048;

 •  buffer_size: 10240. Объем собранных взаимодействий 
со средой, используемых для одного цикла обучения. 
Настраивается кратно batch_size x num_envs;

 •  num_epochs: 3. Число проходов (эпох) оптимизатора по 
одному буферу данных перед его обновлением;

 •  gamma (дисконт): Searcher 0.99, Walker 0.995;
 •  lambda (GAE): 0.95;
 •  clip_range: 0.2.

Агент Walker обучался отдельно в изолированной сре
де до достижения устойчивого и прямолинейного пере-
движения. Среднее количество шагов до сходимости со-
ставляло ~2–3 млн. После завершения этого этапа веса 
модели фиксировали и агент использовался только в ре- 
жиме inference.

Агент Searcher обучался отдельно от Walker. Среднее 
количество шагов на один эксперимент составляло от 5 
до 10 млн в зависимости от конфигурации среды – раз-
решение камеры, max_step, число целевых объектов в 
окружении и т. д.

Параметры симуляции задавали через YAML-конфи
гурации ML-Agents. Для достижения стабильных и вос-
производимых результатов применяли фиксированный 
параметр, который задает начальное значение для ге-

нератора случайных чисел, используемых в среде и при 
обучении (random_seed), и согласованные настройки: 
при изменении числа сред (num_envs) обязательно про-
порционально изменялся buffer_size, такое требование 
наложено средой ML-Agents.

Все эксперименты проводили на компьютере, обору-
дованном CUDA-совместимым GPU (см. раздел «Произ-
водительность системы и профилирование»). Используе
мые версии: Unity 2022.3, ML-Agents 21.0, PyTorch 2.0.1, 
Python 3.10.

Проведенные эксперименты. Экспериментальная 
часть исследования (численные эксперименты) была на
правлена на изучение влияния параметров зрительной 
системы, конфигурации среды и архитектурных ограниче-
ний на эффективность обучения агентов. Все эксперимен-
ты проводили в изолированных средах с использованием 
фиксированной модели агента Walker и обучаемого агента 
Searcher. Основные направления исследований:
1. Влияние разрешения изображения с камеры на обуча-

емость. Был рассмотрен ряд вариантов разрешений: 
20 × 20, 40 × 40, 60 × 60, 80 × 80, 84 × 84 (разрешение по 
умолчанию для Unity ML-Agents) и 100 × 100 пикселей. 
Для каждого из них проводилось отдельное обучение 
Searcher, при прочих равных параметрах. Цель – опре-
делить минимальное разрешение, при котором агент 
стабильно достигает целевого поведения (Reward ≥ 5).

2. Влияние возможности управления скоростью. В одном 
из экспериментов агенту Searcher дополнительно пере-
давалась возможность управления целевой скоростью 
движения (второй непрерывный параметр на выходе). 
Цель – выяснить, приведет ли это к более гибкому по-
ведению или усложнит задачу обучения.

3. Изменение максимального угла поворота. Агент 
Searcher передает команду поворота тела. В различных 
экспериментах проверялись максимальные значения 
допустимого угла поворота: 90, 120, 180, 270°. Прове-
рялась гипотеза о том, что большие углы могут упро-
стить навигацию, но сделать поведение менее точным 
и стабильным.

4. Влияние длины эпизода (параметр max_step). В ходе 
экспериментов рассматривались два значения параме
тра max_step: 5000 и 20000. Значение max_step = 5000 
использовалось как базовое, поскольку позволяло агенту 
получать награду быстро и обеспечивало своевремен-
ную обратную связь от алгоритма обучения. Значение 
20 000 рассматривалось как альтернатива, применимая 
для задач с более длительными последовательностями 
действий и отложенной наградой.

5. Проверка с ручным управлением. Для верификации 
поведения обученной модели Walker была реализована 
возможность ручного управления агентом, через клави-
ши A/D, левее/правее. Это позволило, с одной стороны, 
подтвердить, что наблюдаемые эффекты, например 
остановка движения, обусловлены динамикой тела, а 
не стратегией агента Searcher, а с другой – проверить, 
способен ли человек, используя такой же тип управ-
ления, успешно решать задачу поиска цели – оценка 
управляемости и восприятия среды).
Все эксперименты записывали через систему логиро-

вания Unity ML-Agents и анализировали в Tensorboard – 
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визуальным инструменте для отслеживания хода обуче-
ния, позволяющем строить графики изменения награды, 
функции потерь, скорости симуляции и других метрик 
в реальном времени. Критерии успешности описаны в 
разделе «Постановка задачи».

Результаты

Зависимость обучаемости  
от разрешения изображения
Результаты серии экспериментов с различным разреше-
нием входного изображения показали, что минимальное 
разрешение, при котором агент стабильно достигает це-
левого поведения (средняя награда ≥ 5), составляет 84 × 84 
пикселя. При разрешениях 20 × 20, 40 × 40 и 60 × 60 пик-
селей обучение требовало гораздо больше времени, но 
с сохранением тенденции на улучшение. Разрешение 
100 × 100 пикселей также позволяло добиться целевой на-
грады, но обучение шло немного быстрее при разрешении 
84 × 84 пикселя из-за меньшей вычислительной нагрузки. 
Результат эксперимента представлен в виде графиков из 
Tensorboard на рис. 5.

Влияние возможности  
управления скоростью на обучение
Добавление второго управляющего параметра, скорости 
движения, увеличило размерность пространства дейст
вий и заметно усложнило обучение. Агенту требовалось 

больше времени на сходимость, приблизительно на 33 % 
дольше при прочих равных условиях, и результирую-
щее поведение было менее стабильным: для решения 
поставленной задачи управление скоростью является 
во многом избыточным параметром. Это подтверждает 
простую гипотезу о том, что увеличение числа степеней 
свободы требует более сложной стратегии и затрудняет 
обучение модели. Результат эксперимента представлен в 
виде графика из Tensorboard (рис. 6).

Результаты при изменении угла поворота
Наилучшие результаты были получены при максималь
ном угле поворота 90°. При увеличении до 120° наблю-
далось небольшое снижение стабильности, а при 180 и 
270° агент не достигал целевого уровня награды, обучаясь 
дольше и менее эффективно. Это указывает на то, что 
слишком широкое пространство действий мешает вы-
работке устойчивой стратегии навигации.

Влияние длины эпизода (max_step)
При max_step = 5000 агент демонстрировал стабильное 
обучение, своевременно получая обратную связь о до-
стижении целей. При увеличении длины эпизода до 
20 000 качество обучения не улучшалось, тогда как время 
симуляции и нагрузка на ресурсы возрастали. Таким об-
разом, параметр max_step = 5000 использовался в качестве 
основного, поскольку обеспечивал баланс между эффек-
тивностью обучения и вычислительными затратами.

Рис. 5. Результаты обучения агента Searcher при различных разрешениях входного изображения. 
В верхней части показаны зависимости средней награды для всех исследованных значений разрешения; малино-
вая кривая соответствует разрешению 84 × 84 пикселя, оранжевая – 100 × 100 пикселей. В нижней части представ-
лены те же данные с исключением доминирующих графиков, что позволяет более детально рассмотреть остав
шиеся варианты: 20 × 20, 40 × 40 и 60 × 60, 80 × 80 пикселей.
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Производительность системы и профилирование
Для оценки масштабируемости и вычислительной эф
фективности симулятора было проведено профилирова-
ние ключевых компонент системы при различных раз
решениях визуального сенсора и числе параллельных 
сред. Все замеры производили на машине с видеокар-
той NVIDIA GeForce RTX 3070 и процессором AMD  
Ryzen 5 7500F (6 ядер, 12 потоков, 3.7 ГГц (5.0 ГГц в тур
борежиме)).

Вклад основных компонент симуляции в вычислитель-
ные затраты системы:
 •  физика (Physics Engine) – менее 1 мс на шаг, практи-

чески не зависит от разрешения;
 •  графика и сенсоры (Camera.Render, PostProcess) – от 3.2 

до 9.5 мс в зависимости от разрешения (почти линейная 
зависимость);

 •  нейросеть (PyTorch Inference) – около 35 мс на шаг 
при использовании сверточной архитектуры Searcher;

 •  коммуникация Unity и Python (gRPC, сериализация) – 
от 45 до 60 мс. При увеличении числа агентов этот 
компонент становится одним из основных узких мест 
системы, поскольку затраты на коммуникацию: сериа
лизация/десериализация, обмен данными – увеличива-
ются пропорционально числу агентов;

 •  прочее (UI, сборка мусора, VSync) – до 20 % времени, 
при активной отладке может возрастать.
При разрешении 84 × 84 пикселя и четырех парал-

лельных агентах среднее время одного шага симуляции 
составляло около 3.6 мс, что эквивалентно приблизитель-
но 278 шагам в секунду. Для разрешения 100 × 100 пик
селей время одного шага увеличивалось до 3.8 мс, что со-
ответствовало снижению производительности примерно 
до 263 шагов в секунду. Все замеры проводили без визуа
лизации сцены. Число одновременно работающих сред 
во всех экспериментах с агентом Searcher составляло 4.

Таким образом, основным ограничивающим фактором 
при масштабировании является не физика или рендеринг, 
а обмен данными между Unity и Python. Это важно учи-
тывать при планировании больших экспериментов или 
переходе к популяционному моделированию. Рабочий 
прототип для воспроизведения результатов доступен 
в репозитории по ссылке https://github.com/DerpyFox/
organism_simulator.

Обсуждение

Интерпретация результатов
Полученные результаты демонстрируют, что успешность 
обучения агентов с визуальным восприятием напрямую 
зависит от разрешения входного изображения. Слиш-
ком низкое разрешение, до 60 × 60 пикселей, приводит к 
потере пространственной структуры сцены и неспособ-
ности агента выработать устойчивую стратегию. С дру-
гой стороны, разрешение выше 84 × 84 пикселя не дает 
ощутимого выигрыша в эффективности, но увеличивает 
вычислительную нагрузку. Это подтверждает существо-
вание оптимального диапазона зрительного восприятия, 
сопоставимого с эволюционно сформированным у насе
комых: их зрение развивалось таким образом, чтобы быть 
достаточно детализированным для выполнения поведен-
ческих задач (Chittka, Niven, 2009).

Несмотря на наблюдаемую зависимость между раз-
решением зрительной системы и успешностью обуче-
ния агентов, стоит отметить, что в природе существуют 
организмы, способные к эффективному поведению даже 
при крайне низком разрешении зрения. Например, у неко-
торых видов муравьев, как было упомянуто во введении, 
визуальная система сопоставима по масштабу с разреше-
нием 10 × 10 пикселей, однако это не мешает им уверенно 
ориентироваться, находить пищу, взаимодействовать с 
окружающей средой и даже проходить зеркальный тест 
(Cammaerts M.-C.T., Cammaerts R., 2015). Такая эффек-
тивность обусловлена не только зрением, но и развитой 
обонятельной системой, которая играет ключевую роль 
в восприятии окружающего мира. Кроме того, нейрон
ные системы реальных насекомых могут обладать рядом 
качеств, повышающих их эффективность. Эти системы 
сформировались в ходе длительной эволюции и адаптиро-
ваны к конкретным условиям жизни и типичным задачам 
живого организма, например ориентации в сложной сре-
де, поиску пищи, взаимодействию с сородичами. В них 
присутствует высокая степень специализации нейронов 
и механизм адаптации к изменяющимся стимулам. Такая 
настройка под реальные условия позволяет эффективно 
обрабатывать даже ограниченные или фрагментарные 
сенсорные сигналы, включая визуальные, обонятельные 
и механические.

Рис. 6. Результаты обучения агента Searcher при разрешении входного изображения 84 × 84 пикселя и добавлении 
второго управляющего параметра, скорости движения, в дополнение к основному, углу поворота. 
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Добавление управления скоростью и увеличение угла 
поворота показали, что даже небольшое расширение 
пространства действий замедляет обучение. Таким обра
зом, важно сохранять баланс между выразительностью 
модели и ее обучаемостью. Разделение задач восприятия 
и управления телом между агентами Searcher и Walker 
оказалось критически важным для достижения стабиль-
ного поведения.

Биологические параллели и когнитивная эффективность
Результаты перекликаются с принципами, наблюдае-
мыми у насекомых: минимальные, но функционально 
избыточные зрительные системы позволяют успешно 
ориентироваться и принимать решения в реальном вре-
мени. Аналогично предложенная архитектура позволяет 
агенту достигать целевых стратегий при ограниченном 
разрешении и небольшой нейросети. 

Если рассматривать полученные результаты в контек-
сте реальных биологических систем, можно провести 
параллель с эволюционными компромиссами, возника-
ющими между сенсорной точностью, вычислительными 
затратами и адаптивностью поведения. Например, зри-
тельные системы насекомых, таких как мухи дрозофилы 
(~150 тыс. нейронов) или пчелы (~960 тыс. нейронов), 
обеспечивают базовое распознавание объектов и ориен-
тацию в пространстве при минимуме нейронов и крайне 
ограниченной пропускной способности (Menzel, 2012). 
Эти организмы не обладают высоким разрешением зри-
тельной системы, но достигают высокой эффективности 
благодаря комбинации быстрого отклика, архитектуры 
сенсомоторных связей и стратегиям принятия решений 
(Chittka, Niven, 2009). Подобные соображения хорошо ил-
люстрируются на примере насекомых с высоким уровнем 
общественной организации. У муравьев разделение труда 
и коммуникация формируются не только как врожден-
ные стереотипы, но и как результат гибкой адаптации на 
уровне отдельных особей. Распределение ролей в колонии 
может изменяться в зависимости от возраста, физио-
логического состояния и текущей ситуации, а передача 
информации между муравьями осуществляется через 
разнообразные сигналы (Chittka, Muller, 2009). Таким об-
разом, даже простые агенты, обладающие ограниченными 
когнитивными возможностями, могут достигать высокой 
эффективности за счет организации взаимодействий и 
простых правил поведения.

Агенты в нашем симуляторе демонстрируют способ-
ность к адаптивному поведению уже при относительно 
низком зрительном разрешении, например 84 × 84 пик-
селя, что позволяет проводить дальнейшие аналогии с 
минимальными когнитивными системами в природе. По
добные модели могут использоваться как искусствен
ные системы, воспроизводящие ключевые поведенческие 
аспекты простых организмов, и служить основой для по
строения гипотез о нейрофизиологических механизмах 
восприятия и поведения у беспозвоночных.

Ограничения системы
Главное ограничение системы – коммуникационная 
нагрузка между средой Unity и фреймворком обучения 

PyTorch. Даже при высокой производительности вычисли-
тельных блоков именно сериализация и передача данных 
по gRPC становятся узким местом (англ. bottleneck, «бу-
тылочное горлышко»). Кроме того, на этой стадии среда 
пока ограничена по сложности: отсутствуют препятствия, 
изменяющаяся топография и взаимодействие между 
агентами. Наконец, архитектуры агентов фиксированы 
и не подвергаются эволюции или адаптации во времени, 
меняются лишь веса параметров, но не топология сети.

Перспективы развития
Дальнейшее развитие возможно в нескольких направле-
ниях. Внедрение механизмов нейроэволюции, например 
подхода NEAT – NeuroEvolution of Augmenting Topologies, 
позволило бы исследовать не только изменение весов 
нейросети, но и эволюционную оптимизацию ее струк-
туры. Это особенно актуально в контексте энергозатрат: 
при избыточной сложности мозга возрастает потребление 
ресурсов, тогда как в более простой среде может быть 
выгодно уменьшение числа нейронов. Таким образом, 
агенты могли бы самостоятельно адаптировать размер 
и, возможно, архитектуру своей нейросети, снижая из-
быточность в условиях низкой когнитивной нагрузки. 
В биологических системах даже небольшое усложнение 
нервной системы может приводить к заметному росту 
энергозатрат. Так, у мух Calliphora vicina только сетчатка 
глаза потребляет около 8 % всего обмена в состоянии по
коя организма (Niven, Laughlin, 2008). При этом у человека 
мозг составляет лишь 2 % массы тела, но потребляет до 
20  % энергии организма (Attwell, Laughlin, 2001). Эти 
данные показывают, что выигрыш от сокращения числа 
нейронов или уменьшения сложности сенсорной системы 
может быть существенным.

Введение элементов среды с конкуренцией за ресурсы: 
несколько агентов, ограниченное количество целей, более 
умные агенты могут выбирать и решать более сложные 
когнитивные задачи из числа различных имеющихся в 
системе, получая дополнительные преимущества, – даст 
возможность анализировать стратегии поведения в по-
пуляции.

Перспективно направление «добавление обонятельной 
модели» – сенсорного канала, основанного на кратко-
временных «следах» в среде, аналогичных феромонным 
меткам у муравьев. Такие следы могут исчезать со време
нем, различаться по содержанию, например, сообщать, 
сыт муравей или голоден, и влиять на маршруты агентов, 
усиливая элементы косвенной коммуникации и коллек-
тивного поведения. Также целесообразно добавление 
памяти и рекуррентных модулей в модель Searcher для 
изучения навигации в условиях частичного наблюдения.

Заключение
Настоящее исследование было направлено на количест
венную и качественную оценку архитектурных и сенсор-
ных параметров в задаче обучения агентов с визуальным 
восприятием в трехмерной симуляции. Мы предложили и 
реализовали иерархическую модель управления, в кото-
рой агент локомоции (Walker) функционирует как низко-
уровневый исполнитель движений, а агент восприятия и 
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навигации (Searcher) принимает стратегические решения 
на основе зрительной информации.

Систематический анализ показал, что даже при огра-
ниченном за счет низкого разрешения потоке сенсорной 
информации агенты способны вырабатывать устойчивые 
поведенческие стратегии, если модель и условия среды 
подобраны с учетом когнитивной нагрузки. Было уста-
новлено, что разрешение 84 × 84 пикселя обеспечивает 
компромисс между вычислительной эффективностью 
и минимальной когнитивной состоятельностью, а уве-
личение размерности пространства действий без соот-
ветствующего увеличения обучающих ресурсов ведет к 
ухудшению результатов.

Наши результаты подтверждают гипотезу о том, что 
минимально сложные нейросетевые агенты могут реа-
лизовывать сложные поведенческие паттерны в условиях 
ограниченного сенсорного восприятия, при котором агент 
получает лишь частичную информацию о среде. Эти 
выводы согласуются с наблюдаемыми в природе при-
мерами когнитивной эффективности у беспозвоночных, 
таких как муравьи или пчелы, и открывают перспективу 
использования подобных моделей в биологическом мо-
делировании, робототехнике и исследованиях в области 
нейроэволюции.

В перспективе возможно развитие системы в сторону 
популяционных симуляций, включающих конкурен
цию, коммуникацию между агентами и адаптацию стра
тегий в изменяющейся среде. Архитектура может быть 
дополнена модулями памяти, рекуррентными связями или 
механизмами нейроэволюции, что позволит исследовать 
более сложные когнитивные явления в виртуальных по-
пуляциях.

Также показано, что использование зрительной ин-
формации, несмотря на свою выразительность, требует 
значительных вычислительных ресурсов и в некоторых 
случаях может уступать по эффективности более простым 
сенсорным моделям. Эти наблюдения подчеркивают важ-
ность выбора сенсорной архитектуры при построении 
минимально состоятельных когнитивных агентов.

Кроме того, одним из ключевых выводов стало пони
мание критической роли дизайна среды и структуры обу
чения в успешности моделирования. Первоначальные 
попытки обучать поведение через единую нейросетевую 
модель, объединяющую локомоцию и стратегию, не фор
мировали умение обнаруживать и собирать цели (еди-
ницы «пищи») из-за сложности в балансировке наград и 
формулировке задачи. Введение подхода с разделением 
функций – поиск и движение – позволило достичь значи
тельного улучшения в обучаемости и стабильности по
ведения.

Таким образом, полученные результаты демонстри-
руют потенциал нейроагентных систем в задачах био-
логически мотивированного моделирования и создают 
основу для последующих экспериментов, направленных 
на изучение границ когнитивной сложности при ограни-
ченных ресурсах восприятия и управления.

Список литературы / References 
Aksoy V., Camlitepe Y. Spectral sensitivities of ants – a review. Anim 

Biol. 2018;68(1):55-73. doi 10.1163/15707563-17000119
Attwell D., Laughlin S.B. An energy budget for signaling in the grey 

matter of the brain. J Cereb Blood Flow Metab. 2001;21(10):1133-
1145. doi 10.1097/00004647-200110000-0000

Bongard J.C. Evolutionary robotics. Commun ACM. 2013;56(8): 
74-83. doi 10.1145/2493883

Botvinick M., Wang J.X., Dabney W., Miller K.J., Kurth-Nelson Z. 
Deep reinforcement learning and its neuroscientific implications. 
Neuron. 2020;107(4):603-616. doi 10.1016/j.neuron.2020.06.014

Cammaerts M.C. The visual perception of the ant Myrmica ruginodis 
(Hymenoptera: Formicidae). Biologia. 2012;67(6):1165-1174. doi 
10.2478/s11756-012-0112-z

Cammaerts M.-C.T., Cammaerts R. Are ants (Hymenoptera, Formici-
dae) capable of self recognition? J Sci. 2015;5(7):521-532

Chittka L., Muller H. Learning, specialization, efficiency and task al-
location in social insects. Commun Integr Biol. 2009;2(2):151-154. 
doi 10.4161/cib.7600

Chittka L., Niven J. Are bigger brains better? Curr Biol. 2009;19(21): 
R995-R1008. doi 10.1016/j.cub.2009.08.023

Devyaterikov А.P., Palyanov А.Y. A software system for modeling 
evolution in a population of organisms with vision, interacting with 
each  other in 3D simulator. Vavilov J Genet Breed. 2022;26(8): 
780-786. doi 10.18699/VJGB-22-94

Hassabis D., Humaran D., Summerfield C., Botvinick M. Neurosci-
ence-inspired artificial intelligence. Neuron. 2017;95(2):245-258. 
doi 10.1016/j.neuron.2017.06.011

Juliani A., Berges V.-P., Teng E., Cohen A., Harper J., Elion C., Goy C., 
Gao Y., Henry H., Matter M., Lange D. Unity: A general platform 
for intelligent agents. arXiv. 2018. doi 10.48550/arXiv.1809.02627

Land M.F., Nilsson D.-E. Animal Eyes. Oxford University Press, 2012. 
Available: https://www.softouch.on.ca/kb/data/Animal%20Eyes.pdf

Menzel R. The honeybee as a model for understanding the basis of 
cognition. Nat Rev Neurosci. 2012;13(11):758-768. doi 10.1038/
nrn3357

Niven J.E., Laughlin S.B. Energy limitation as a selective pressure on 
the evolution of sensory systems. J Exp Biol. 2008;211:1792-1804. 
doi 10.1242/jeb.017574

O’shea K., Nash R. An introduction to convolutional neural networks. 
arXiv. 2015. doi 10.48550/arXiv.1511.08458

Peng P., Wen Y., Yang Y., Yuan Q., Tang Z., Long H., Wang J. Mul-
tiagent bidirectionally-coordinated nets: Emergence of human-level 
coordination in learning to play StarCraft combat games. arXiv. 
2017. doi 10.48550/arXiv.1703.10069

Schulman J., Wolski F., Dhariwal P., Radford A., Klimov O. Proximal 
policy optimization algorithms. arXiv. 2017. doi 10.48550/arXiv. 
1707.06347

Song K.-Y., Behzadfar M., Zhang W.-J. A dynamic pole motion ap-
proach for control of nonlinear hybrid soft legs: A preliminary study. 
Machines. 2022;10(10):875. doi 10.3390/machines10100875

Stanley K.O., Clune J., Lehman J., Miikkulainen R. Designing neu-
ral networks through neuroevolution. Nat Mach Intell. 2019;1(1): 
24-35. doi 10.1038/s42256-018-0006-z

Tschantz A., Anil K.S., Christopher L.B. Learning action-oriented 
models through active inference. PLoS Comput Biol. 2020;16(4): 
e1007805. doi 10.1371/journal.pcbi.1007805

Vezhnevets A.S., Osindero S., Schaul T., Heess N., Jaderberg M., Sil-
ver D., Kavukcuoglu K. FeUdal networks for hierarchical reinforce-
ment learning. In: Proceedings of the 34th International Conference 
on Machine Learning. Vol. 70 (ICML’17). JMLR.org, 2017;3540-
3549

Zador A.M. A critique of pure learning and what artificial neural net-
works can learn from animal brains. Nat Commun. 2019;10(1):3770. 
doi 10.1038/s41467-019-11786-6

Конфликт интересов. Авторы заявляют об отсутствии конфликта интересов.
Поступила в редакцию 30.07.2025. После доработки 23.09.2025. Принята к публикации 23.09.2025.

https://doi.org/10.1163/15707563-17000119
https://pubmed.ncbi.nlm.nih.gov/11598490/
https://doi.org/10.1145/2493883
https://doi.org/10.1016/j.neuron.2020.06.014
https://doi.org/10.2478/s11756-012-0112-z
https://doi.org/10.2478/s11756-012-0112-z
https://www.semanticscholar.org/paper/Are-ants-(Hymenoptera%2C-Formicidae)-capable-of-self-Tricot-Cammaerts/8faa120324a9b0c9bec479502e876a189fbc282a
https://doi.org/10.4161/cib.7600
https://doi.org/10.1016/j.cub.2009.08.023
https://doi.org/10.18699/vjgb-22-94
https://doi.org/10.1016/j.neuron.2017.06.011
https://doi.org/10.48550/arXiv.1809.02627
https://www.softouch.on.ca/kb/data/Animal Eyes.pdf
https://doi.org/10.1038/nrn3357
https://doi.org/10.1038/nrn3357
https://doi.org/10.1242/jeb.017574
https://doi.org/10.48550/arXiv.1511.08458
https://doi.org/10.48550/arXiv.1703.10069
https://doi.org/10.48550/arXiv.1707.06347
https://doi.org/10.48550/arXiv.1707.06347
https://doi.org/10.3390/machines10100875
https://doi.org/10.1038/s42256-018-0006-z
https://doi.org/10.1371/journal.pcbi.1007805
https://dl.acm.org/doi/10.5555/3305890.3306047
https://dl.acm.org/doi/10.5555/3305890.3306047
https://doi.org/10.1038/s41467-019-11786-6

